M¢étodos de treinamento para modelos

Resumo—Este artigo pretende analisar trés modelos de
um sistema conjunto amplificador de poténcia/Modulador
1Q baseados em redes neurais. Na literatura foi proposto
um modelo de amplificador de poténcia em conjunto com
modulador 1Q utilizando um método de treinamento
iterativo com o algoritmo de treinamento backpropagation.
Porém esse método separa o sistema a ser modelado em dois
sistemas parciais e pode ndo modelar de forma precisa o
sistema completo. Em vista disso, espera-se que um método
que modele o sistema de forma tinica seja mais efetivo. Esse
método global, todavia, ndo permite o uso do algoritmo
backpropagation, e outro algoritmo deve ser utilizado. Pela
facilidade de implementacdo foi utilizado o algoritmo de
treinamento de ajuste de curvas com minimos quadrados
ndo lineares (MQO). Os resultados demonstram que o
método iterativo com backpropagation possui vantagens
chegando a valores de -43dB de NMSE, em comparacio os
que utilizam o MQO alcangcaram valores piores de NMSE
com -24dB para o iterativo e -32dB para o global. Contudo,
o0 método global mostrou ser superior ao método iterativo
quando comparado utilizando o mesmo algoritmo de
treinamento. E indicado dessa forma utilizar o método
iterativo com backpropagation, porém para casos onde é
necessdrio utilizar outro método que ndo o backpropagation
é indicado utilizar o método de treinamento global.

I. INTRODUCAO

Ha uma crescente demanda por maiores taxas de dados
em equipamentos moéveis [1]. Porém a largura de banda
disponivel para transmissao de dados permanece a mesma.
Uma maneira de utilizar de forma mais eficiente a banda,
ou seja, alocar mais dados em um mesmo espago, ¢é
implementando esquemas de modulagdo como a
multiplexacdo por divisdo de frequéncias ortogonais
(OFDM) [2], que utilizam sinais de envoltorias nao
constantes. Esses tipos de modulagdo fazem com que o
comportamento ndo linear dos amplificadores de poténcia
(PA) piore. A caracteristica de linearidade ¢ importante na
medida que contém o sinal na sua banda alocada sem
degradar o proprio sinal e os sinais em bandas adjacentes.

Os amplificadores sdo componentes situados nos
transmissores. Eles tém como papel aumentar a poténcia do
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sinal a ser transmitido pela antena. Para operarem com alta
linearidade os PAs precisam comprometer sua eficiéncia e
vice-versa. A eficiéncia também ¢ uma caracteristica
desejavel, pois aumenta a autonomia de aparelhos moveis
e diminui custos de operagao de estagdes base.

A fim de melhorar o compromisso entre linearidade e
eficiéncia no PA sdo utilizadas técnicas de linearizagdo. A
técnica mais utilizada é a de pré distor¢do digital (DPD)
[3]. Ela distorce o sinal de entrada do PA com o inverso da
caracteristica ndo linear, pretendendo assim que se anulem
mutuamente, mantendo apenas a informacao do sinal a ser

amplificado.
Modulador Z(t) y(t)
1Q

" n
Extragdo de ¥( Demodulador
e—
[ parametros Q

u(m x(t)

Fig. 1.Diagrama de blocos do sistema de pré-distor¢ao
digital.

O sinal processado pelo DPD ¢é em banda base, ou seja,
ndo modulado, € como o sinal processado pelo PA é em
banda passante, modulado, ¢ necessario o uso de
moduladores e demoduladores 1/Q para passar o sinal de
um sistema para o outro, como na fig. 1. Além disso, os
indices n e t retratam sinais digitais e analdgicos
respectivamente.

O modulador ideal IQ tem como papel modular um
sinal portador com os componentes em fase (I) e em
quadratura (Q) do sinal a ser transmitido. A entrada do
modulador ¢ o sinal complexo banda base x(t) = x;(t) +
Xq(t), e o sinal de saida € o sinal portadora modulado por
envoltoria [4]:

z(t) = R{[x,(¢) + jxo(O][cos(2mf.t)
+jsen(2nf.t)]} (1)
= x;(t) cos2mf,t) — xq(t)sen(2nf.t),
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sendo f, a frequéncia da portadora.

Nesse processo o sinal sofre distor¢des devido ao
desbalanceamento IQ e desvio da corrente continua (DC
offset). Pode-se realizar a compensacdo das distor¢des
causadas pelo modulador real previamente ou entdo
compensa-las em conjunto com as distor¢des do PA. A
vantagem do ultimo caso ¢ ndo ter de utilizar mais um
sistema dedicado a essa fungdo, poupando recursos.

Para realizar o DPD ¢ necessario inicialmente modelar
a caracteristica ndo linear inversa do PA em conjunto com
o modulador. Para isso existem diversos modelos que
podem ser usados baseados nos mais diversos métodos:
séries de Volterra, polinomiais e redes neurais [5] sdo
alguns exemplos dos métodos mais estudados. As redes
neurais t€ém grande capacidade de modelagem de sistemas
ndo lineares [6] e possuem algumas vantagens em relagdo
as séries de Volterra por necessitarem de menos parametros
e possuirem também computagdo menos complexa que os
modelos baseados em polindmios [7]. Existem diversas
arquiteturas de redes neurais, a mais utilizada é o
perceptron de trés camadas (TLP) [8]. Este trabalho ira
tratar da modelagem inversa do comportamento do PA em
conjunto com o modulador utilizando modelos baseados
em TLP.

Os modelos podem ser modificados para melhor
atender ao comportamento do sistema modelado. Os
modelos de redes neurais possuem diversas caracteristicas
que podem ser analisadas nesse sentido: sua estrutura
(entradas, saidas, quantidade de redes, etc), o tipo de sinal
processado pela rede (se real ou complexo), fungdo de
ativacdo, seu método de treinamento, o algoritmo de
treinamento, etc.

Este trabalho tem como objetivo analisar dois diferentes
algoritmos de treinamento, bem como dois métodos
distintos para o treinamento da rede. O modelo com
treinamento iterativo foi proposto em [9], e sera comparado
com um modelo com treinamento global proposto neste
trabalho. Para o treinamento iterativo sera usado ainda dois
métodos: um que foi idealizado especificamente para redes
neurais, backpropagation, [10] e um método de ajuste de
curvas com minimos quadrados ndo linear [11].

II. REDES NEURAIS

O diagrama de blocos da arquitetura de rede neurais
utilizada esta na fig. 2 e possui E entradas, R neurdnios na
camada escondida e S saidas. As entradas do TLP sao
multiplicadas pelos pesos (w) e somadas aos bias (b'), o
sinal resultante ¢ submetido a fungdo de ativagdo (F) e por
fim multiplicado pelos pesos de saida (h) e somados aos
bias de saida (b°).

Com relag@o a natureza do sinal, o sistema modelado
processa numeros complexos e a rede neural utilizada
processa numeros reais, dessa forma deve-se decompor o
sinal complexo em componentes reais.
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Fig. 2.Diagrama de blocos da rede neural TLP.

A fungdo de ativacdo F utilizada ¢ a fungdo tangente
hiperboélica dada por:

et —1
F = tanh = ——— 2
anh = @)
Como descrito em [12] o sinal processado pela rede
neural ndo deve possuir a informagdo da fase a fim de ndo

gerar contribuicdes fora da banda.

A ideia principal do método backpropagation é retro
propagar o erro da rede para os pesos, comecando na
camada de saida e indo em direg¢do as camadas anteriores.
Dessa forma se calculam novos valores para os pesos para
entdo ser gerado um novo valor de erro. Esse ciclo continua
até o valor de erro chegar em um valor desejado ou ndo
haver variagdes significativas no valor. Esse método &
especifico para se obter os coeficientes de uma rede neural.

No caso do método MQO, ele ¢ adequado para ajustes
de dados ndo linear. Tem como objetivo minimizar a soma
dos quadrados do sinal de erro (diferenca entre os dados
observados e calculados). Esse método ¢ utilizado de forma
genérica e pode ser aplicado a problemas diversos [13].

III. MODELOS DE PA E MODULADOR BASEADOS
EM REDES NEURAIS

Modelos  matematicos  visam  representar 0
comportamento de um sistema real através de parametros,
fungdes e relagdes. Nesse trabalho € utilizado um modelo
caixa-preta, onde a entrada e a saida do sistema sdo
inseridas na rede TLP e ndo se tem a priori nenhuma outra
informacdo sobre o sistema. O objetivo ¢ diminuir o erro
entre a saida da rede e a saida real do sistema adequando
seus parametros.



O sistema a ser modulado € caracterizado na fig. 1. A
entrada do modelo é a saida do PA y(n) e a saida do
sistema ¢ a entrada do modulador, x(n).

Num cenério ndo ideal onde a resposta do modulador
varia de forma nao linear com desbalanceamentos de fase
(¢) e de amplitude (@) sua saida é dada por:

z(n) = R{[x;(t) + jxq(O)][cos(2nf.n)

—(a+ Djsen(2rf.n+ ¢)], @)

Como o modelo utiliza sinais em banda base, a
representacdo banda base de (3) ¢ dada por:

Z(n) = blf + bzf*, (4)
sendo ()* a indicacdo de complexo conjugado, b; e b,
coeficientes complexos relacionados aos fatores de

desbalanceamento. Considerando o modelo inverso e
trocando de papel a saida e a entrada, o modelo resultante é:

() = (fl7] + folFDe o
+(fsl7] + fulgDe ™o
onde f; e f, sdo fungdes ndo lineares, |J| € Oy) sdo o

modulo e a fase do sinal de entrada da rede y(n)
respectivamente.

)

A. Modelo de treinamento iterativo

O modelo iterativo usando TLP de valores reais foi
apresentado em [8]. Nesse método sdo utilizadas duas redes
TLP. A entrada das duas redes é o modulo da saida do PA. A
rede 1 (NN1) gera duas saidas, os componentes real (g1) e
imaginario (g2) de um sinal complexo que ¢ multiplicado por
etom para recuperar a fase, que ¢ retirada do sinal a ser
processado pela rede. A rede 2 (NN2) gera duas saidas, os
componentes real (g3) e imaginario (g4) de um sinal
complexo que ¢ multiplicado por e™ Oy para recuperar a
fase, que é retirada do sinal a ser processado pela rede.
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Fig. 3.Diagrama de blocos das iteragdes impares.

Cadarede deve gerar um sinal parcial de Z(n), ou seja, uma
rede deve gerar o sinal b; ¥ e a outra rede o sinal b,X*. Espera-
se dessa forma aumentar a acuracia da rede, pois esses sinais
s8o muito distintos para serem modelados por uma tinica rede.
Porém, na pratica, ndo se tem acesso a esses sinais, mas sim a
soma desses sinais. Para simular esse efeito entdo é proposto
um treinamento iterativo, onde o sinal desejado da NN1 é o
sinal real do PA subtraido do sinal gerado pela rede 2 retirada
a informacdo da fase. Da mesma forma para a NN2, o sinal
desejado ¢ o sinal do PA subtraido da NNI, retirada a

informagdo da fase. No treinamento esse processo de
subtracdo ¢ repetido até o erro global ser minimizado.
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Fig. 4.Diagrama de blocos das itera¢des pares.

A fig. (3) e (4) mostram os diagramas de blocos das
iteragdes impares e pares respectivamente. Nas iteragdes
impares a saida darede 2, X, (n), é subtraida do sinal de saida
medido do PA, X, (n) e retirada a fase do sinal de entrada. O
sinal resultante ¢ entdo decomposto em suas componentes real
e imagindria. Esses sinais sdo comparados com as
componentes real e imaginaria da saida da NNI, gerando os
sinais de erro a serem minimizados, (e;(n) ) e (eg(n) ).

O processo se espelha nas iteragdes pares, onde o sinal de
erro ¢ gerado comparando o sinal desejado com as
componentes real e imaginaria da saida da NN2. Na primeira
iteracd@o o sinal X, (n) ¢ iniciado como zero.

B. Modelo de treinamento global

Diferentemente do treinamento iterativo, o treinamento
global treina as duas redes em conjunto, ou seja, o
algoritmo tem a informagdo das duas redes ao realizar o
treinamento enquanto no treinamento iterativo as redes sao
treinadas separadamente, ¢ so utilizam a informagdo das
saidas que sdo subtraidas do sinal desejado. O diagrama de
blocos do treinamento global é mostrado na fig. (5).
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Fig. 5.Diagrama de blocos do treinamento global.

A NNI gera o sinal real, x;;(n), e imaginario, x4 (1),
que € recomposto em um sinal complexo. Esse sinal entdo
reincorpora a informagdo da fase. O mesmo processo
ocorre com a NN2. Os sinais das duas redes sdo somados
para formar o sinal completo a ser comparado com o sinal
medido da saida do PA.



1IV. RESULTADO DAS SIMULACOES

Os modelos analisados foram implementados no ambiente
de simulacio MATLAB.

O sinal utilizado tem modulagdo LTE OFDMA com 10
MHz de largura de banda. A frequéncia de amostragem do
sinal ¢ 12,288 MHz e composto por 409600 amostras no
tempo. O PA sob teste ¢ um modelo polinomial de 5° ordem,
seguido por um filtro passa-banda de 1,2288 GHz.

O modulador IQ sob teste tem desbalanceamentos de
amplitude de 1,2 e de fase de /3, além de uma frequéncia de
portadora de 1,2288GHz. Para realizar a medi¢do da
envoltoria ¢ utilizado um demodulador 1Q ideal, usando um
filtro passa baixas de 122,88 MHz.

A medida de quantificacdo da acuracia dos modelos que
sera utilizada ¢ o erro quadratico médio normalizado (NMSE)
[14], em fungdo do niimero de operagdes em ponto flutuante
(FLOPs).

TABELA 1 — RESULTADO DE NMSE PARA OS MODELOS

ANALISADOS
Meétodo Iterativo
Algoritmo NMSE (dB)
Backpropagation -43
Minimos quadrados -24
Método Global
Minimos quadrados | -32

Os resultados de NMSE para os trés modelos podem ser
visualizados na tabela 1. Os valores foram obtidos para 5
neurdnios e 30 FLOPs (como a estrutura da rede foi a mesma
com diferenca apenas nas formas de treinamento o niimero de
FLOPs ¢ igual para os trés modelos).

V. CONCLUSAO

Foram analisados 2 métodos de treinamento de modelos
de PA em conjunto com modulador IQ baseados em TLP, bem
como dois algoritmos de minimizagao de erro. O algoritmo de
minimos quadrados ¢ um algoritmo genérico e pode ser
utilizado para o ajuste de curva de diversas aplicagdes. Ja o
backpropagation é um algoritmo especifico criado para ajuste
dos pesos de uma rede neural. O método iterativo com
backpropagation obteve NMSE de -43dB e o método iterativo
com MQO obteve NMSE de -24dB, observa-se que
algoritmos moldados para um problema podem perder
generalidade, porém ganham em eficiéncia. Dessa forma,
encoraja-se o uso do algoritmo backporpagation para métodos
iterativos de modelagem de PA e modulador que utilizem
redes TLP. Além disso observou-se que o tempo de
treinamento para o algoritmo backporpagation foi
consideravelmente menor que para o MQO. Na
impossibilidade do uso do método backpropagation, utilizar o
método de treinamento global com MQO, pois este
demonstrou superioridade em relago ao treinamento iterativo
com MQO, visto os valores de NMSE de -32dB para o global
e -24dB para o iterativo.
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